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Dostihy a sazky
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Boosting

« Kombinace velmi Spatnych klasifikator do silného
klasifikatoru
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Boosting - historie

e 1984 — Probably Approximatly Correct framework (Valiant)
e 1988 — Can weak classifiers be boosted?

e 1989 — First polynomial boosting alg. (Schapire)

e 1990 — Boosting by majority (Freund)

1995 — AdaBoost (Freund & Schapire)

e 1997 — Generalized AdaBoost (Schapire & Singer)

... obrovske mno stvi variaci boosting algoritm
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Klasifikace formaln

e Vstup
_ Trénovaci data: 1(x1.y1). (Xm.ym}xT Cyil U
o Vystup

— Klasifikator h-Cc ® U
« Binarni klasifikace U ={- 1+1}

« Pomy
— P iznak (feature)
— Vektor p iznak (feature vector)
— Klasifikator — klasifika ni pravidlo (classifier, classification rule)
— Trénovaci datova sada
— Valida ni datova sada
— Testovaci datova sada
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Co to je AdaBoost

 AdaBoost je zkratka pro ,Adaptive boosting”

e Historicky se jedna o metodu, kterd umo uje VHODNE spojeni
n kolika klasifikator s relativn Spatnou Usp Snosti, tzv.
SLABYCH klasifikator do jednoho tzv. SILNEHO klasifikatoru,
ktery je usp Sn jSi ne kterykoli z on ch slabych klasifikator

« AdaBoost m e byt a také je u ivan ke konstrukci silnych
klasifikator na zaklad velmijednoduchych slabych klasifikator |,

které maji jako vstup pouze jeden p |znak (threshold histogram,
rozhodovaci strom) : SRR
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Co to je AdaBoost

» Slaby klasifikator
— Jedina podminka — chyba mensi ne 0.5
— nap .: prah jednoho p iznaku, neuronova si , naivni Bayes
— asto byva jejich mno ina nekone na

h,(x),C ® {- 1,+1} {h (x)}isinfinite

» Silny klasifikator
— Linearni kombinace slabych klasifikator

fx)= i ach(x) H (x) =sign(f (x)),Cc ® {- 11}

H(x) = sigria, h;(x)+a, h,(x)+a;hy(x) - a; h.(x)]
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Algoritmus AdaBoost

e Vstupni data: {(x;,y1), (xm.ym)xi1 Cyil U
 Distribu ni funkce p es data (D,(i) je vaha pro ka de x)
o Opakuj T-krat:
— Vyber nebo vytvo slaby klasifikator minimalizujici chybu na datech
va enou pomoci D (i)
— Vypo etvahy (a;) slabeho klasifikatoru podle velikosti jeho chyby

— Upraveni distribu ni fce D,(i) (p eva eni dat). Vaha u dob e
klasifikovanych dat klesa, naopak u Spatn klasifikovanych stoupa.
Diky tomuto se nevybere v ka dém kroku stejny slaby klasifikator.
Vaha vzorku Ize p imo p evést na vysledek klasifikatoru.
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Algoritmus AdaBoost

Given: (Z1,Y1)y -+ -, (T, Ym) Wherez; € X, y; € Y = {—1,+1}
Initialize Dy (i) = 1/m.
Fort=1,...,T:

e Tram weak learner using distribution ;.
e Get weak hypothesis by : X — {—1, +1} with error

& = Pri.p, [ht(mi) # y-e] .

1 —¢€
e Choose oy = %ln ( t).
€t
e Update:

Dya(i) = D (i) X { e if hy(z:) =y

Z, e®  if hy(z;) # v
Dy (d) exp(—auyihi(z:))
Zy

where Z; 1s a normalization factor (chosen so that DJ; ., will be a distribution).

Output the final hypothesis:

=1

H(z) = sign (sz atht(m)) .

FREUND, Y., SCHAPIRE, R. 1997. A decision-theoretic generalization of on-line learning and an application to boosting.
Journal of Computer and System Sciences, 55(1):119--139.
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AdaBoost - chyba na trénovacich datech

AdaBoost minimalizuje chybu na trénovacich datech (exp. fce.)

o Skute na chyba v kroku t je shora ohrani ena pomoci:
m

Er =%‘{i‘H(Xi)1 Yi}‘<6[2\/51(1' ‘51)] a=_Dililyi* hix)

=1

« Trenovaci chyba klesa exponencialn rychle

* Pokud se stale da i hledat slabé klasifikatory s chybou mensine 0.5,
chyba na trénovacich datech v limit klesne k nule
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AdaBoost - chyba na testovacich datech

* Existuje i teoreticky a spo itatelny horni odhad chyby na
testovacich datech (generalizace) zalo eny na Margin
Theory (slo ité) — spojitost s SVM

* Praktické poznatky

— Nav tSin dat nema tendenci se p etrenovat — chyba na
testovacich datech stale mirn klesa nebo stagnuje i pro vysoka T

— Dobra generalizace
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Margin theory

« V tSi margin ----> lepSi generalizace

 Does AdaBoost produce maximal margin
— NO, but is reasonably close
— Produces large margin classifiers (in hypotheses space)
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Odolnostv 1 Sumu

« ABd v ujevSemdat m

o Existuji i modifikace, které jsou vice robustni v
to v dy vy aduje nastaveni miry spolehlivosti dat

| Sumu, ale
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AdaBoost - souhrn vliastnosti

« Vysledny (silny) klasifikator je linearni kombinaci
Jjednoduchych® (slabych) klasifikator , ale NENI linearnim
klasifikatorem

* Dobra generalizace — v tSinou se nep etrénuje
* Neni p ilis odolny v i Sumu v datech
* Prvniiterace trva stejn dlouho jako 100. i 1000. iterace.

* Informace o Usp Snosti klasifikace d ive vybranych slabych
klasifikator na jednotlivé vzory je obsa ena v distribu ni
funkci (vahach) D(i)

e Jsou znamy rozumné horni odhady (meze) pro trénovaci |
testovaci chybu

* Dobry teoreticky zaklad
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AdaBoost — modifikace

 Real AdaBoost
— Slabé klasifikatory davaji realné hodnoty (u ne +1, -1, ale 4.2345)
— Velmi dobré a prosp sné
— Mnohem rychlejSi konvergence (kratSi klasifikator)

— Pravd podobn ilepSi usp Snost klasifikatoru na testovacich datech

— Real AdaBoost by m | byt vasi prvni volbou, velmi asto ma v

praktickych ulohach nejlepsi vysledky (i kdy exist uji algoritmy, které

by m ly mit teoreticky lepSi vlastnosti)

1 W + ¢
Ci = = In +
2 W7 4+ e

Zi =) Dy(i)exp (—yih(x;))

()
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Slabé klasifikatory

Threshold

— Nalezen nejlepsi (minimalizujici kritérium z AB) v jednom pr chodu

Rozhodovaci stromy

— Rekurzivni threshold

Biny

— Najdi rozsah hodnot p iznaku

— Rozsah rozd | na x stejnych bin
— Pro ka dy bin vilastni predikce

Rad ji nahodné transformace, ne na za atku ud lat PCA
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Vyu iti AB

* Pro co se hodi
— Kdy je velké mno stvip iznak (1000 — 10M)

— Kdy nevite, jak transformovat data (jaké p iznaky po itat), m ete
zkusit vSechno mo né a AB sin co vybere

— Kdy pot ebujete jednoduse vytvo it slusn rychly klasifikator
— Kdy chcete spojit n kolik klasifikator
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P iklad: detekce st 1hu

* P iznaky

— Vzdalenost RGB histogram
— Absolutni rozdil hodnot pixel

— Korelace
— Nagridu4 x4

(a také umocn ny)

— St edni hodnota, median, standard. odchylka, ...

— 4000 p iznak

« Slabé klasifikatory — rozhodovaci stromy
 AdaBoost—jetustih/nenitustih
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| eje

Detekce obl
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Detekce objekt v obraze s klasifikatory

e Skenovani obrazu klasifikatorem
— Invariance v i posunu = posun klasifikatoru
— Invariance v izv tSeni = zv tSeni klasifikatoru / zmenseni obrazu

— Invariance v i rotaci = rotace obrazu
e Problém - miliony mo nych pozic (rychlos
* Problém - objekty nejsou 2D

A 4

Klasifikator

e

Pozadi Rogalo
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Kaskada klasifikator pro detekci

P edpoklady:

— Pot ebujeme nizkou False Alarm Rate (miliony pozic)

— Pot ebujeme vysokou rychlost

— Mame neomezenou zasobu trenovacich dat pro t idu pozadi
(ndhodné vy ezy z obrazk bez hledaného objektu)

Ka dy stupe kaskady zahodi vy ezy, které ur it nejsou

hledanym objektem, jinak se pokra uje dalSim stupn m

Postupn jsou stupn sloit jSi|F,| <|F,| <|F4]

Data se zahazuji i p i trenovani

Search

Zahozena data se dopl uji Window
V obraze je v t§ina vy ez \_, e _
bez hledaneho objektu

-> nizka doba vyhodnoceni Not a Face

o Face
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Viola&Jones — detekce obli gje

« Kaskada klasifikator

— Stupn vytvo ené pomoci alg. AdaBoost
— Jednoduché slabeé klasifikatory — threshold

« Vstupem slabych klasifikator nejsou hodnoty pixel
p vodniho obrazu

* Transformace obrazu pomoci Haarovych p iznak

— Vyu iva naSe v domosti o obrazu — korelace sousednich pixel
— Extrahuji informace o lokalni frekvenci

— Jejich hodn (180 000 v 24x24) -> AdaBoostmaz eho vybirat

— Rychly vypo et pomoci integralniho obrazu

i TSl RelE N IT

VIOLA, P., JONES, M. 2001 Rapid object detection using a boosted cascade of simple features. In CVPR.
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Integralni obraz

o SAT(X,Yy) = SUM( I(X-1,y-]))
e Suma intenzity v osov
soum rném obhdélniku:

=/ -5-C+D * SAT(x,y)
* Vypo et Haarovy vinky
— Rychlost nezavisi na velikosti
— Umo uje zv tSovat klasifikator ! ,J\ —
F=W-B 8. @
F :( -B-D+E)-(B-C-E+F) (—-_-) @
= A +2E-2B-D+(- ]

@ @
o -
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Trénovaci data
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Vyhodnocovani chyb — CMU+MIT Dataset
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AdaBoost — Mo nostli modifikace

Greedy

Criterion for Weak
Learner

Optimal prediction

Weight update
(cost function)

Po
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AdaBoost - modifikace

* Optimalizace silného klasifikatoru
— Float Boost, Boosting Chain, Kullback-Leibler Boosting, Totally
Corrective Updates
 Maximum margin klasifikatory

— Linear Programming Boosting, -boosting, Arc-GV, Marginal
AdaBoost, Coordinate Ascent Boosting

— Nejsou vyrazn lepSi (vhodn jSi) ne Real AdaBoost
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29



Multi-class AdaBoost

e Jdeto

« Samostatné binarni klasifikatory + hlasovani
— 1-N, 1-1
« Jeden velky binarni problem

— P idaji se kategorické p iznaky
— 1-N =
« piznaky |IDtidy - novylabel ANO/NE
- 1-1
e Piznaky |IDtidy 1|IDtidy 2 -novy label 1.t /2.t
— Vybiraji se slabé klasifikatory, které p inesou informaci pro vSechny
poblémy, ale celkov sloit jSi

o Existuji i lepSi mo nosti, ale jsou sloit |Si

Po ita ové vid ni/ Klasifikator typu AdaBoost



Shrnuti

« AdaBoost
— Linearni kombinace slabych klasifikator

— Slabé klasifikatory byvaji asto velmi jednoduche, ale m e to byt ve
skute nosti cokoliv. Podminka: Chyba slabého klasifikatoru musi byt

mensi ne 0.5 na va enych datech.
— Vahy vzorku nesou veskerou informaci o p edchozich iteracich
— Alfa je funkci va ené chyby slabého klasifikatoru
— Chovani chyby na trénovacich datech
— Chovani chyby na testovacich datech

Po ita ové vid ni/ Klasifikator typu AdaBoost
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Shrnuti

* Detekce v obraze pomoci klasifikator
— Skenovani obrazu klasifikatorem (posun, zoom, rotace)

— Miliény pozic -> pot ebujeme rychly klasifikator, nizka False Alarm
Rate

« Kaskada klasifikator
— Cotoje?
— Pro ? ->rychlost, nizka FAR, mame nekone n vzork pozadi

e Viola&Jones
— AdaBoost, Kaskada, thresholdy, Haarovy p iznaky, integralni obraz

» Integralni obraz a Haarovy p iznaky
— Co je to integralni obraz?
— Jak se spo ita odezva Haarovych p iznak ? Jak rychle?

« Na em se trénuje detektor
e Cojeto ROC?
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